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摘　　要

近數十年來，受到電腦設備運算能力大幅提昇之激勵，巨集演算法之發展與應用可謂一日千里。為有利於研究人員選擇、運用、改良，進而創新巨集演算法，本文乃針對10種常用的巨集演算法，包括「單點尋優」的模擬退火法、門檻值接受法、大洪水法、禁忌搜尋法、變動鄰域搜尋法，以及「多點尋優」的遺傳演算法、遺傳規劃法、微分演化法、粒子群尋優法、螞蟻演算法等加以簡介。雖然各巨集演算法之尋優邏輯與操作步驟不盡相同，但其尋優功能上均具備不同程度之多樣化及強化策略。如何平衡此兩種尋優策略之運用強度，顯為演算法求解績效之最重要關鍵。因此，本文也針對各方法如何運用此兩策略之機制加以說明與比較。

關鍵詞：巨集演算法，單點尋優，多點尋優、多樣化策略、強化策略。
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Abstract

In recent decades, stimulated by the dramatic increase in computational capacity, the development and applications of metaheuristics grow rapidly. To facilitate the selection, operation, improvement, and innovation of metaheuristics for interested researchers, this paper briefly introduces 10 commonly adopted metaheuristics which can be divided into two categories: single-point search method and multi-point search method. Single-point search method consists of simulated annealing, threshold accepting, great deluge algorithm, tabu search, and variable neighborhood search. Multi-point search method entails genetic algorithms, genetic programming, differential evolution, particle swarm optimization, and ant colony optimization. Although the core logic and optimization mechanism among these metaheuristics differ, all of them utilize both intensification and diversification strategies in searching the global optimum. Obviously, the right balance between intensification and diversification is the key to obtain an effective and efficient searching result. Thus, the degrees of two strategies being exercised by the metaheuristics are compared and analyzed.
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壹、前　言
所謂最佳化問題(optimization problem)係從所有可行解中找到最佳解(global optimum)的問題，包括三大元件：決策變數、目標式，以及限制式，可表為：
[OP]   Min f(x)                  (1)
s.t.  

gj(x) ≤ 0 ,
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其中，x=(x1, x2,…, xn)為決策變數；f(x)為目標式；gj(x)為第j條限制式；m為限制式個數。若m > 0，則成為有限制條件的最佳化問題(constrained optimization problem)。反之，若m = 0，則成為沒有限制條件的最佳化問題(unconstrained optimization problem)。
所謂演算法(algorithm)係指求解最佳化問題的一種方法或步驟。一般而言，演算法可分為三大類：正解法(exact solution algorithm)、啟發式解法(heuristic algorithm)，以及巨集演算法(metaheuristics)。其中，正解法係經證明確可求得最佳解的演算法。例如，求解線性規劃問題(linear programming)的單形法(simplex method)、求解整數規劃問題(integer programming)的分支定限法(branch and bound method)及平面切割法(cutting plan method)，以及求解混合整數規劃問題(mixed integer programming)的Benders decomposition method等。惟當問題變得複雜且規模變大時(例如，NP-hard或NP-complete等問題)時，上述正解法將無法於有限時間內加以求解。
基此，許多研究乃依據各該問題之特性設計各種啟發式解法，希望能在有限時間內，求得一個接近最佳解的近似解。例如，求解網路問題的貪心解法(greedy approach)及鄰域交換法(neighborhood exchange)、求解非線性函數的最陡下降法(Steepest decent method)。惟此種演算法無法應用於其他類型之最佳化問題，應用上頗受限制。當然，針對各種類型的問題均研擬一套有效率的啟發式解法，在實務上也不可行。況且一般啟發式解法不具有「跳出」局部解(local optimum)機制，很容易在尋優過程收斂在局部解，而未能找到最佳解。

基於正解法無法於有限時間求得最佳解，而啟發式解法又有應用上之限制及易陷入局部解之問題，近數十年來開始有學者利用人工智慧(artificial intelligence, AI)設計更具彈性之啟發式解法，使電腦能在「關鍵時刻」能思考要不要「跳出」現有之尋優程序，或者利用多點平行尋優機制避免單點尋優可能陷入局部解的缺點。此種以人工智慧為基礎所設計的啟發式解法即稱為巨集演算法(metaheuristics)或柔性計算法(soft computing)。巨集演算法至今尚未有一致的定義，惟其概念大致如Osman and Laporte (1996)所定義：「巨集演算法是一個反覆尋優的主要程序(master process)，旨在導引次要演算法(subordinate algorithm)利用「探究」(exploitation) 及「探索」(exploration)之功能，進行可行解空間之搜尋，並將每次反覆之尋優績效納入不同智慧化程度的學習機制中，據以調整後續的尋優方向與幅度，期能有效率地求得近似解」。所謂次要啟發式演算法可能是前述的啟發式解法，也可能巨集演算法內含的尋優功能。而所謂探究功能係在現有解的鄰近區域尋求進一步之改善，即是進行現有解的精化(fine tune)，故又稱為強化(intensification)策略。至於探索功能即是進行較大範圍的搜尋，故又稱為多樣化(diversification)策略。

巨集演算法又稱為「通用演算法」，顧名思義其僅需略作調整，即可適用於各種不同類型問題之求解，應用彈性相當大。著名且常用之巨集演算法包括：模擬退火法(Simulated annealing, SA)、門檻值接受法(Threshold accepting, TA)、大洪水法(Great deluge algorithm, GDA)、禁忌搜尋法(Tabu search, TS)、變動鄰域搜尋法(Variable neighborhood search)、世代演化法(Evolutionary algorithm, EA)，以及群集智慧法(Swarm intelligence, SI)等。其中，世代演化法又包括遺傳演算法(Genetic algorithms, GA)、遺傳規劃法(Genetic programming, GP)、微分演化法(Differential evolution, DE)。而群集智慧法則包括粒子群尋優法(Particle swarm optimization, PSO)，以及螞蟻演算法(Ant colony optimization, ACO)。

上述巨集演算法可依其為多點(multi-point search)尋優或單點尋優(single-point search)分為兩大類。其中，單點尋優之演算法係以現有解為基礎，求解下一個改善解，再以改善解為基礎，找到再下一個改善解，如此反覆尋優，形成一條尋優軌跡線，直到收斂為止，故又可稱為軌跡尋優(trajectory search)或單代理人尋優(single-agent search)。多點尋優之演算法則是同時產生數個解，並以平行尋優方式透過某種合作機制，求得各解之改善解，形成多條尋優軌跡線，故又稱為平行尋優(parallel search)、族群尋優(population-based search)，或多代理人尋優(multi-agent search)。巧合的是，多點尋優方法又大多屬於由生物啟發(biologically inspired)之方法，而單點尋優方法則多屬非生物啟發之方法。各演算法之關係可用圖1表之。


[image: image3.emf]巨集演算法

單點尋優

多點尋優

模擬退火法

門檻值接受法

大洪水法

世代演化法

群集智慧法

遺傳演算法

遺傳規劃法

微分演化法

粒子群尋優法

螞蟻演算法

禁忌搜尋法

變動鄰域搜尋法


圖1　巨集演算法之分類

本文即針對圖1中所列之各種巨集演算法加以介紹，包括其特性、尋優邏輯、適用領域及應用限制等。後續各節安排如下：第二節介紹單點尋優之演算法。第三節介紹多點尋優之演算法。第四節比較各演算法運用多樣化及強化策略之機制與差異。第五節進行各種巨集演算之適用領域與應用限制之討論。第六節為本文之結論與建議。

貳、單點尋優方法

如圖1所示，單點尋優方法較著名且常用的方法包括模擬退火法、門檻值接受法、大洪水法、禁忌搜尋法，以及變動鄰域搜尋法等，各方法之基本特性及操作步驟分述如下：
一、模擬退火法(Simulated annealing, SA)
SA之基本觀念源自Metropolis et al.於1953年所建立的簡單蒙地卡羅方法，主要用以模擬一組原子由一特定高溫逐漸達到冷卻的行為。而最早應用於求解問題者則是Kirkpatrick et al.(1983)。其基本觀念主要是來自於固體加熱至一定溫度後會由固體結構瓦解為液體結構，再對其降溫過程加以控制，使得分子在變回固體結構時，能重新排列成為預期的穩定狀態，故稱之為模擬退火。
以最小化非線性目標函數(如圖2)為例，若以傳統最陡下降法求解時，若起始解為x’0則依據梯度方向，反覆幾次後，即可順利求得最佳解。但如果起始解為x0則無法跳出該谷底，僅能求得局部解。主要因為在傳統尋優方法的求解邏輯中，無法接受比現有解更差的新解(例如，從x0到x’0目標值會惡化)，導致失去跳出此谷底之機會。基此，SA在尋優過程中，乃設定一機率函數用以判斷是否接受此一新解。其基本操作步驟如下(以最小化問題為例)：
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圖2　SA尋優過程示意圖
步驟一：產生起始狀態：產生一個起始可行解x0，目標函數值f(x0)，設定起始溫度T0 。並令目前最佳解xb＝x0，最佳目標值f(xb)＝f(x0)，現有溫度Tc = T0，尋優次數k=0。
步驟二：執行鄰域搜尋：依據鄰域搜尋法(或其他啟發式解法)，由現有解xk求解下一解xk+1。令Δf = f(xk+1)- f(xb)，若Δf < 0，則令xb＝xk+1、f(xb) = f(xk+1)。若Δf ≥ 0，則利用波茲曼函數(Boltzman’s function)及亂數產生器各產生一機率值：PR及R。若R ≤ PR，則令xb＝xk+1、f(xb) = f(xk+1)。若R > PR，則令xb＝xk、f(xb)= f(xk)。k=k+1。
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步驟三：執行冷卻時程：令Tk+1 = αTk 或Tk+1 = Tk － δ。其中，α為一(0, 1)間之小數，一般設為0.95。δ為(0, T0)之數值，視起始温度之設定值大小而定。例如，若T0=100，δ可設為5。

步驟四：測試停止條件：若停止條件設定為尋優次數限制者，則判斷執行次數k是否大於K，如果是則停止，最佳狀態及其值為xb及f(xb)。如果否，則回至步驟二。K為事先設定之尋優總次數。
SA最關鍵的兩項特色在於：利用波茲曼函數決定是否接受此一新解，故即使新解劣於目前最佳解，但仍有機會成為下一新解，並成為再下一解的尋優基礎。當然，依式(2)所示，當Δf值愈大(即新解劣於目前最佳解之程度愈大)，則該解被接受的機率會愈低。此外，為避免尋優過程不斷接受較劣之新解，而導致無法收斂問題。因此，SA乃設計一冷卻時程機制，以逐步降低尋優過程之温度(Tk)。温度愈低，接受機率值也愈低。換言之，尋優初期的PR值會較高，以擴大搜尋範圍，避免落入局部解。隨著尋優過程之增長，PR值會漸漸降低，俾利尋優結果之收斂。另外，值得注意的是，SA無法獨立求解，必須附加在一個啟發式解法(例如，鄰域搜尋法)上。
二、門檻值接受法(Threshold accepting, TA)
TA係由Dueck and Scheuer(1990)提出，其基本操作與SA幾乎相同。惟一差別在於當下一解劣於目前最佳解時，SA係利用波茲曼函數計算一機率，以隨機方式決定是否接受此解。但TA則是以確定性方式，設定一門檻值H。當Δf < H時，則接受此解，反之則不接受。另外，為避免造成演算法難以收斂問題，TA也和SA一樣，在尋優過程中逐漸降低H值。其餘步驟均與SA相同，不另贅述。
三、大洪水法(Great deluge algorithm, GDA)
GDA係由Dueck (1993)提出，其基本操作步驟幾與SA及TA相同。惟一差別在於TA考慮的是新解與前一解的差異幅度是否落在門檻值之內，以作為判斷接受與否的依據。而GDA在考慮是否接受新解時，並未考慮前一解的目標值，而是與其所設定的目標值標準(水面)作一比較，只要在此標準之下(最小化問題)，不論其改善幅度為正或負，均予以接受。與SA及TA類似，GDA也會逐漸降低水面值，以利收斂。其餘步驟均與SA及TA相同，不另贅述。
四、禁忌搜尋法(Tabu search, TS)
TS最早由Glover(1986)所提出，其基本觀念係將最近幾次尋優之方向或動作，列入禁忌名單(Tabu list)中，用以禁止後續相同之尋優方向與動作，以避免不必要之循環(cycling)及陷入局部解，以提昇求解效率與效度。另外，對於能帶來目標值大幅改善，但卻被列在禁忌名單內之搜尋方向或動作，得以透過渴望機制(aspiration criteria)，仍能彈性地破禁獲選。因此，TS的關鍵在於何者必須列入禁忌名單？禁忌名單多長？以及何者又可以破例？這就是TS的人工智慧適應性記憶機制(adaptive memory)，也是設計TS的關鍵核心。因此，TS的尋優方式就是經由記憶來約束違反既定規範或準則的尋優動作，故稱為禁忌搜尋法。其基本操作步驟如下(以最小化問題為例)：
步驟一：設定起始狀態：由先前研究或以其他方法找到一起始解x0，並令x0為目前最佳解x*，目標值為f(x*)。設定起始遞迴次數k＝0，禁忌名單T＝
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步驟二：鄰域搜尋法：假如x*的鄰近解集合V(x*)扣除T集合後為空集合(即
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)，則執行步驟四。否則令k=k+1，並從V(x*)中選取能使目標值最低的鄰近解xk。
步驟三：更新：若f(xk) < f(x*)，則令此解為目前最佳解，即x*=xk，並將此解置入T集合中。若f(xk) > f(x*)，則不變動最佳解，並將此解也置入T集合中。如果
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(即T集合的可行解個數)＞設定的禁忌名單長度，則剔除T集合中最舊的解。
步驟四：測試停止條件：測試停止條件是否成立。如是，則停止。如否，則回到步驟二。停止條件的設定方式可有：
1.運算次數達到設定的遞迴次數。
2.無法優於目前最佳解之搜尋失敗次數達到設定次數。
3.運算的鄰近解集合扣掉違反禁忌搜尋規則的解集合為空集合。
4.達到預設的CPU執行時間。
TS最關鍵的核心即是禁忌名單。禁忌名單是用以記錄最近幾次尋優過程中所獲得的方向或動作，作為提供禁忌限制的記憶結構，以避免重複搜尋造成的循環。也正因為禁忌名單僅記錄最近幾次的尋優結果，故也稱為短期記憶結構。禁忌名單中的尋優方向或動作，除非符合破禁原則，否則均不可以選作形成下一個可行解的方向或動作。此外，禁忌名單係採先進先出(FIFO)制，亦即下一個移步列入時，會將名單中保存最久的移步去除(即解禁)。至於禁忌名單長度的設定，並沒有一套固定的方法可供參考，須視問題的特性來加以設計。若沒有先前研究可供參引，Glover(1990)建議可採用魔術數字7，作為禁忌名單的長度。
另外，常用的渴望機制有3種：1.最小限制的破禁原則：假設全部的尋優方向或動作均已被列入禁忌名單中，且無其他任何破禁原則可允許禁忌解除，此種狀況則可選擇「最小禁忌」的尋優方向或動作來作為下一步。而所謂「最小禁忌」可設為禁忌期限最短者。2.目標值改善的破禁條件：此種方式又稱為尋優破禁，可分為整體性及局部性兩種。所謂整體性破禁原則係若某一禁忌尋優可求得比目前解為佳時，則接受此禁忌尋優。所謂局部性破禁原則則係在可行解空間中先預設一最佳區域，當搜尋預設的最佳區域時，若能求得比目前解為佳之解時，則接受此禁忌尋優。3.固定搜尋方向：此種方式又稱為屬性破禁，即假設搜尋方向是固定的，因此只要搜尋在同一方向上，即使在尋優過程中發生破壞禁忌條件的情形時，仍會接受。
除短期記憶功能之禁忌名單之外，進階版的TS也會設計包括強化及多樣化兩種策略的長期記憶結構，用以引導尋優方向。其中，強化策略係將歷次反覆求得的解加以儲存，以形成一菁英解名單，其更新的方式與禁忌名單相同，亦採先進先出制。菁英解的認定亦可用預訂的門檻值來作判斷，並以菁英解作為某次遞迴的起始解，將搜尋引入高品質的解空間中。至於多樣化策略係將隨機元素導入菁英解的搜尋程序中，例如將菁英解的決策變數值作些微改變，再作為起始解，以避免強化策略落入局部解中。
五、變動鄰域搜尋法(Variable neighborhood search, VNS)
VNS係由Hansen and Mladenovic (1997)提出，有別於SA利用目標函數值之改善幅度及接受機率來決定尋優方向，VNS則直接將可行解空間分為數種之鄰域結構(neighborhood structure; Ni, i=1, 2, …, I)，並在尋優過程中以依序或隨機方式變動鄰域結構，以避免陷入局部解。由於，不同的鄰域結構，其解空間之幾何分佈(topology)也不相同，故變動鄰域結構可有效跳出局部解。以圖3為例，假設鄰域結構Ni如圖3(a)所示。若起始解為x0，則利用鄰域搜尋法(例如，最陡下降法)則會僅能求得局部解x’。當隨機變動另一鄰域結構Nj(如圖3(b)所示)，並以上一階段求得之局部解x’為起始解，則可以順利求得最佳解x*。VNS之尋優過程分為三個階段：震動(shaking)、鄰域搜尋(local search)以及移步(move)。震動階段係變動鄰域結構，以擴大尋優範圍，並提供一較佳之起始解。至於鄰域搜尋階段則是係利用鄰域搜尋法在給定之鄰域結構及起始解為基礎，求解局部解或最佳解。移步階段則是比較找到的新解有沒有優於目前最佳解，如果有則設為目前最佳解。其基本操作步驟如下(以最小化問題為例)：
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(a) Ni之可行解空間形態
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(b) Nj之可行解空間形態
圖3　VNS不同解空間形態之示意圖
步驟一：設定起始狀態：依問題特性定義I個鄰域結構，Ni, i=1, 2, …, I。設定一起始解x0，並令x0為目前最佳解x*及現有解xk。目標值為f(x*)。設定起始遞迴次數i=1。
步驟二：震動：依序變動鄰域結構Ni，並由x*的鄰域中隨機選擇起始解x’。
步驟三：鄰域搜尋：以選定之鄰域結構Ni為基礎，利用鄰域搜尋法自鄰域空間V(x’)中選取使目標值最低的鄰近解x’’。
步驟四：移步：若f(x’’) < f(x*)，則令此解為目前最佳解，即x*=x’’，並令i=1。如否，則令i= i +1。
步驟五：測試停止條件：當i=I，則停止。如否，則回至步驟二。
VNS也有不同的操作方式，例如，上述操作步驟係以依序方式測試不同鄰域結構，也可以以隨機方式自I個鄰域結構中，選擇一種鄰域結構，進行探索。
VNS的關鍵核心在於鄰域結構之設計，不同問題類型，其設定方式也會不一樣。以旅行者推銷員(traveling salesman problem, TSP)問題為例，最常用的鄰域搜尋法為2-opt，即進行路線改善時，只利用路線中兩路段互換方式尋求目標值之改善。同理，i-opt則是透過路線上i個路段之互換，進行尋優。因此，Ni即可設定為i-opt之可行解空間形態。又以P-median問題(在n個城市中，選擇在P個城市設置服務中心，以使各城市至服務中心之總距離最短)為例，可定義一種解空間是求解部分服務中心位置，Ni可設定為自現有解P個服務中心，選擇更換i個服務中心的一種解空間。以P＝5，i=2為例，Ni即代表一種尋優方式：每次自現有解5個設置服務中心的城市中，選擇更換其中2座，作為新解。至於更換那2座，則需要一個鄰域搜尋法。由此可知，震動階段(變動鄰域結構)旨在避免陷入局部解(多樣化策略)，而鄰域搜尋階段則在於改善現有解之值(強化策略)。
參、多點尋優方法

多點尋優方法之特質在於係以族群為尋優基礎，以平行且合作方式各自進行尋優動作。常用的方法包括屬於世代演化理論的遺傳演算法、遺傳規劃法、微分演化法等，以及屬於群集智慧理論的粒子群尋優法及螞蟻族群演算法。各方法之基本特性及操作步驟分述如下：
一、遺傳演算法(Genetic Algorithms, GA)
GA係由Holland於1975年提出，係基於「物競天擇」及「遺傳法則」構建而成的尋優理論。所謂「物競天擇」是指GA會在尋優過程中去蕪存菁，剔除較差的成員，保留較優良的成員。而「物競天擇」的操作方式則是模仿遺傳學複製(reproduction、selection)、交配(crossover)及突變(mutation)等三大法則，故稱為遺傳演算法。GA將問題的決策變數值以基因(gene)表之，而可行解則編碼成為染色體(chromosome)，而各染色體適應環境之能力，則以適合度值加以衡量。在世代演化的過程中，適合度值較高的染色體將具有較高機率參與複製、交配之繁衍動作。為保持染色體之多樣性，則在每一尋優世代中，均設定多條染色體，以組成族群(population)方式，進行三大法則之運作，如圖4所示。其基本操作步驟如下(以最小化問題為例)：


圖4　GA之世代演化流程
步驟一：產生起始族群：利用亂數產生器隨機產生起始族群，以作為演化的基礎。族群數必須事先設定，以n表之。如果已有不錯的起始解，也可以加以編碼成一染色體置入起始族群中。
步驟二：評估：計算現有族群中每一條染色體的適合度值(fitness value)。如果該染色體是不可行解(infeasible solution)，通常會降低其適合度值，以作為懲罰。
步驟三：複製：自現有族群中，以選後放回方式(selection without replacement)重複隨機選擇成對染色體，如符合交配率則進行交配，產生子代，否則將母代置回族群。
步驟四：交配：將兩母代利用交配方式以隨機產生的交配點進行交配產生子代。計算子代的適合度值後，置回族群。
步驟五：突變：隨機改變子代某一基因之值，以避免落入局部解。計算突變後子代的適合度值。
步驟六：測試停止條件：測試是否符合停止條件。若是則停止，完成尋優，若否則回至步驟三。
其中，複製或稱選擇(selection)係依據每一染色體之適合度高低，決定其繁衍子代多寡之機制。其處理方式多以蒙地卡羅轉盤(Monte Carlo wheel)之概念加以篩選(如圖5)，即每一染色體被選中進行繁衍後代之機率為該染色體之適合度值占族群每一染色體之適合度值總和之比例：
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圖5　蒙地卡羅轉盤選擇示意圖
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其中，mj表第j個染色體，P(mj)表第j個染色體被選中之機率，f(mi)表第i個染色體之適合度值，n為族群數。因此，適合度較高的染色體被選中用來產生下一代的機率亦較高，故使得較「優良」之遺傳因子得以流傳與繼承。當然，也有部分研究採用其他複製方式，例如競爭式選擇(tournament selection)、菁英式選擇(elitism selection)。至於適合度值與目標函數值之關係。若原問題為最大化問題，則可直接將目標函數值（O(mi)）設為適合度值。若原問題為最小化問題，則可將其倒數，即f(mi)= 1/O(mi)或一大數扣除目標函數值，即f(mi)= M - O(mi)（M為一大數）。
至於交配乃是將經過複製過程篩選出之成對染色體以一設定機率(交配率)決定是否進行配對，再經由彼此間所進行之基因交換行為產生子代。以隨機方式產生的0-1均勻分配(uniform distribution)亂數值若低於交配率，則進行交配，以新的子代取代母代。反之，則被挑選的母代不進行交配，直接置入新的族群中。藉由交配機制，子代可同時具有母代雙方的優良基因，合組成更具適應能力之染色體。其處理方式主要有兩步驟：1.進行篩選後族群之隨機配對；2.隨機產生成對染色體之配對點，再依配對點之位置，進行基因互換。交配的方法亦有數種，較常採用的方法有三：單點交配(one-point crossover)、雙點交配(two-point crossover)以及均勻交配(uniform crossover)，如圖6所示。交配率的高低會影響母代能否繼續生存於下一世代的機率。交配率愈高，母代會被強迫以子代取代。交配率愈低，則產生子代的比率則會較低。一般交配率設定為0.8~0.9間。但如果交配的機制是由兩個母代產生兩個子代時，不一定以子代取代母代，而是挑選適合度值較高的兩個置回族群，另外兩個加以剔除，則不必另設交配率。
[image: image1.wmf]m

j

,...,

2

,

1

=


圖6　三種交配方式示意圖
突變乃是針對子代之遺傳基因以一定機率(通常很低)，更動某一基因值(0→1或1→0)，以防止染色體於複製及交配過程中，遺漏重要訊息或落入局部最佳解，亦即預防族群內各染色體之僵化。以隨機方式產生的0-1均勻分配亂數值若低於突變率，則該子代進行突變。反之，則子代不進行突變，可保留其交配結果的基因組合。一般而言，突變的處理方式有二：(1)基因突變(gene mutation)，即當產生之亂數低於設定之突變率時，即隨機更動某一基因值；(2)移轉突變(shift mutation)，即變動同一染色體內各基因之位置，而不改變其值，如圖7所示。突變率之設定影響尋優甚大，該值過小，將無法發揮突變之功能，可能發生族群僵化現象。反之，則可能破壞子代繼承母代之優良基因，而無法獲得較佳之解。一般建議設定突變率等於族群數之倒數，或設定為0.01~0.03間。
[image: image49.wmf]1 1 1 1 

1

 0 0 1 0 1

1 1 1 1 0 0 0 1 0 1

1 1 1 1 1 0 0 1 0 0

0 1 1 1 1 1 0 0 1 0


(a)基因突變         (b)移轉突變
圖7　兩種突變方式示意圖
二、遺傳規劃法(Genetic programming, GP)
GP之尋優概念極類似GA，其最早提出者可源自1950年代，但自Koza (1992)大力發展與提倡後，才開始引起許多學者投入研究。GP雖類似GA，但兩者之不同在於GP主要是演化產生最佳的電腦程式(或數學函數)，而GA則是演化出最佳解(決策變數值)。GP演化所產生的電腦程式係以Lisp語法撰寫之程式。Lisp是第一個函數型程式語言，主要應用在人工智慧上，函數中變數、參數及運算符號之係用括號予以區隔。此外，為便於運用三大遺傳法則，各Lisp語法乃以樹狀圖表之。例如，函數(cos x) + (2.85 x) + (y)，如果用Lisp語法及樹狀圖可表為：
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圖8　Lisp之語法與樹狀圖
因此，GP之染色體即可以圖8之樹狀圖表之。此外，一般而言，GA係將可行解(決策變數值)編碼成為染色體。由於求解問題之決策變數數量多為固定，因此，GA之染色體長度也多設為相同，且不會在演化過程中改變。而GP旨在找出輸入變數與輸出變數間之最佳配適函數關係，多用於曲線配適(curve fitting)及預測領域。因此，關係函數之複雜度並沒有必要加以設限。因此，GP之染色體長度不必相同，而且在演化過程也會隨時改變。
另外，由於GP主要在演化最佳之Lisp程式(函數型式)，其染色體之編碼也較GA來得複雜。一般而言，GP在進行遺傳三大法則之運作時(尤其是產生起始族群時)，必須先設定兩個集合：函數集合(function set)及端點集合(terminal set)。其中，函數集合包括內含一個以上參數的函數(例如，sin、cos、log、exp)或運算元(+、/、if、and、or)。而端點集合則包括未內含任何參數之函數，即輸入變數、參數，以及隨機亂數(例如，2.85、x、y)等。因此，函數集合內之部分元素形成樹狀圖之樹幹，而端點集合內之部分元素則成為葉子。因此，所有樹狀圖之尾端都必須由端點集合內之元素所組成，樹根及支幹處則由函數集合之元素所組成。
起始族群之產生是GP的一項重要程序。常利用ramped-half-and-half(RHH)法產生起始解。RHH法係利用完整策略(full strategy)及生長策略(grow strategy)各產生一半的族群。在設定之樹狀深度(maximal depth of a tree；即樹根到葉子間所須經過之最多節點個數，以圖8為例，其樹狀深度為3)下。完整策略係自函數集合內隨機選取函數元素，直到達到預定深度後，再自端點集合隨機選擇一參數或變數，作為該樹幹分支之終點，形成函數型式中的一項算式。各分支均重覆相同動作，直到均達到一樣深度為止。至於成長策略則隨機自函數集合或端點集合選取一元素，如果選擇的是函數集合則會以該選取元素(函數或運算元)為分支點，繼續進行分支。當然，若達到預定深度時，則僅能自端點集合隨機選取一元素(參、變數或亂數)以作為終點。GP之基本操作步驟大致沿用GA的遺傳三大法則，只是運作方式不同。說明如下：
步驟一：設定函數及端點集合。
步驟二：產生起始族群：隨機產生起始族群，以作為演化的基礎。族群數必須事先設定，以n表之。
步驟三：評估：計算現有族群中每一條染色體的適合度值。適合度值之設定方式與GA類似。
步驟四：複製：自現有族群中，以選後放回方式(selection without replacement)重複隨機選擇成對染色體，如符合交配率則進行交配，產生子代，否則將母代置回族群。
步驟五：交配：將兩母代利用交配方式，隨機各選擇一分支點，將該分支點以下之樹支互換，以形成兩個子代，如圖9。計算子代的適合度值後，置回族群。
步驟六：突變：隨機選擇子代某分支點，並將其切斷後，由該分支點利用成長策略進行後續支節之延展，如圖10。
步驟七：測試停止條件：測試是否符合停止條件。若是則停止，完成尋優，若否則回至步驟三。
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圖9　GP交配方式之釋例
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圖10　GP突變方式之釋例
函數集合與端點集合之設定是GP求解績效之決定因素。一般而言，此兩集合之設定必須符合兩個條件：充分性(sufficiency)及封閉性(closure)。充分性係指問題最佳解(最佳函數)必須能由函數及端點集合內之元素組合而成。封閉性係指任何函數均能運算任何函數或參變數之輸入數值。
三、微分演化法(Differential evolution, DE)
DE係由Storn and Price (1997)所提出，其與GA之尋優概念極為類似，也是利用族群內各可行解之特性，利用遺傳三大法則產生下一世代之族群。兩者最大不同在於GA利用突變法則對於子代染色體的某一基因進行變動，以產生干擾，避免落入局部解。而DE則利用突變法則進行不同可行解之算術組合。其在求解初期，DE的突變功能較強調探索策略，但後續則重視探究策略。也就是說，DE會在尋優過程中自動調整突變機制。DE類型甚多，一般以DE/x/y/z表之。x代表如何選擇基本向量(base vector)或數值。x=rand，即代表以隨機方式選取；x=best則代表僅選取表現最佳者。y代表運用多少個差分向量(difference vector)進行運算。z代表交配方式。z=bin代表係利用Binomial方式進行交配；z=exp則代表利用指數交配方式。囿於篇幅限制，以下僅介紹DE/rand/1 /bin的型態。
DE一開始係隨機產生m個可行解(向量)，xi，i=1, 2,..., m。各解有n個維度(決策變數)，xij，j=1, 2,..., n。接著隨機選擇族群內之4條不相同之可行解。令其中1條為主要解(xi)，另1條為基本向量(xb)，其他2條則用於計算差分向量(xr1 - xr2)。每1條可行解獲選機率均相同(不因其適合度值而異)。利用突變法則產生主要解之變型解(ui)：
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其中，F為尺度參數(scaling parameter)，一般其值設為0-1之間。同理，若DE/rand/2/bin型態，則必須每次多抽取2條可行解，用於計算第2個差分向量，即式(4)成為：
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接著，利用交配法則進行原解與變型解間之變數值取捨：
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其中，uij’(t+1)原解與變型解交配後之可行解的第j個維度決策變數。xij(t)為原解的第j個維度決策變數。rand為亂數。CR為設定之交配率。sn係由維度1~n間隨機選擇之整數數值，用以確保子代不會與母代相同。至於ui’(t+1)及xi(t)孰能進入下一個世代，則視何者之適合度值較高而定。其基本操作步驟如下(以最小化問題為例)：
步驟一：設定起始族群。隨機產生m個起始解(xi(0))，以組成起始族群。t=0。
步驟二：突變：針對每一個可行解xi(t)，隨機抽取另外3個可行解(xb(t)、xr1(t)及xr2(t))，以計算可行解之變型ui(t+1)。
步驟三：交配：由可行解xi(t)及其變型ui(t+1)之交配，產生新的子代ui’(t+1)。至於母代(xi(t))及子代(ui’(t+1))何者能進入下一世代，則視其適合度值而定。
步驟四：重覆操作步驟二及步驟三，直到每一族群中每一個可行解均已產生其子代為止。令t=t+1。
步驟五：測試停止條件：測試是否符合停止條件。若是則停止，完成尋優，目前世代之最佳解即為最佳解。若否則回至步驟二。
DE之關鍵核心在於F及CR值之設定，此兩者之設定值將影響演算法之效率與效度。F之值位於0-1之間，用以控制差分向量左右尋優方向之幅度。CR值也位於0-1間，用以反應變型解之變數特性能成為下一解的機率。
四、粒子群尋優法(Particle swarm optimization, PSO)
PSO是由Kennedy and Eberhart (1995)提出，以模仿鳥類或魚類群集覓食行為進行尋優的一種演算法。由於PSO在求解非線性最佳化的問題上績效卓著，故吸引相當多的學者投入。PSO係由m個粒子(particle)平行進行尋優。每顆粒子均代表n個決策變數問題的一個可行解，其由2*n個參數所組成，前n項代表粒子之位置座標，後n項則代表其行進速度。演化過程中，各粒子依據其現在位置與目前最佳解及粒子本身最佳解之距離，調整行進速度，即：
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其中，
[image: image24.wmf])

(

t

v

i

為粒子i於時間t之速度向量。
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為所有粒子至時間t為止，所求得最佳解的位置向量。w、c1、c2為參數。其中，w為慣性參數（inertial parameter），代表粒子維持原速度之慣性程度，一般將其值設為小於1之數值(例如，0.7298)。c1、c2為粒子向自我認知(cognitive)及社會認知(social)的目前最佳解方向移動之程度。一般令c1、c2 = 1.49618(Eberhart and Shi, 2000)。r1、r2為兩個亂數，其值介於0、1之間。
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為矩陣相乘運算元。其基本操作步驟如下(以最小化問題為例)：
步驟一：設定起始粒子族群之位置與速度。一般常令各粒子之位置均勻分佈於尋優空間上，即令粒子i之變數j之值為：xij(0)
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步驟二：更新粒子速度及位置：利用式(7)及式(8)更新所有粒子之速度(
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步驟三：更新自我認知最佳解：
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步驟四：更新社會認知最佳解：
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步驟五：測試停止條件：測試是否符合停止條件。若是則停止，完成尋優，目前世代之最佳粒子即為最佳解。若否，令t=t+1，並回至步驟二。
PSO關鍵核心在於各項參數之設定，尤其是慣性參數w。若令w > 1，則粒子之速度會隨著反覆尋優過程不斷增加，導致各粒子間極為分歧之行為，無法引導粒子至較佳空間尋優。若令w < 0，則粒子速度會逐漸降低至0，而完全沒有尋優效果。因此，w值必須設在0、1之間。也有研究將其設定一動態函數，隨著尋優過程而逐漸縮小：
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另外，值得注意的是，若原問題係有限制條件之數學規劃問題，則在粒子更新位置及速度時，須避免落到可行解空間外。因此，因應問題特性，部分研究會設定一速度壓縮機制(velocity clamping)：
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其中，
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為變數j之最大速度容許值。

五、螞蟻族群演算法(Ant colony optimization, ACO)

螞蟻演算法(Ant system, AS)係Dorigo(1996)基於自然界螞蟻行為所發展出來的一個人工智慧啟發式演算法。AS的基本概念係利用自然界螞蟻外出覓食時，會在行經巢穴與食物間的路徑上，留下一種化學物質，稱為費洛蒙(pheromone)，以利後續出發的螞蟻決定是否循著此一路徑繼續前進。因此，覓食初期螞蟻會隨機四處移動，並留下費洛蒙。當螞蟻遇到費洛蒙路徑時，會判斷是否遵循前進。如果是，則它們也會留下費洛蒙，以加強該路徑的費洛蒙濃度。如果否，則費洛蒙會隨著時間流逝而揮發消失。基本上，螞蟻的路線選擇行為主要係取決於費洛蒙的濃度。因此，費洛蒙是螞蟻間的溝通管道。由於行經路徑愈短的螞蟻，會較快覓食回巢，故其所留下的費洛蒙較濃，會吸引更多螞蟻循此路徑覓食，而累積更多的費洛蒙。而行經路徑愈長者，由於覓食回巢時間也較長，故其所留下的費洛蒙素會較淡，故愈來愈少螞蟻行走此路徑。經過一段時間後，短路徑所累積的費洛蒙素便較長路徑多很多，如此加強效果的作用下，很快地所有的螞蟻便都會使用短路徑，如圖11所示。
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圖11　費洛蒙路徑的變化－螞蟻會找到最受「歡迎」的路徑（McMullen, 2001）

AS便是利用這基本的概念尋找問題的最佳解，而最早也最直接的應用即是用於求解TSP問題，利用螞蟻覓食回巢的行為找出最短路徑。一開始先將一定數量的人工螞蟻(artificial ants)隨機放在TSP的節點上，每隻螞蟻以轉換機率隨機選擇下一個拜訪節點，一旦螞蟻完成所有節點時，便會計算其行經路徑的長度，並依其長短績效在其行經路徑的每一節線上均加上一定比例的費洛蒙。另外，揮發機制(evaporation mechanism)則會定期降低所有路徑一定數量的費洛蒙。至於每隻螞蟻選擇下一節點的轉換機率則與該連接節線的長度成反比，與其費洛蒙濃度成正比。長度愈短、費洛蒙濃度愈高的節線被選擇的機率愈高。
除了TSP外，AS也應用於求解許多組合最佳化的問題，如連續訂購問題(sequential ordering problem；SOP)、二次指派問題(quadratic assignment problem；QAP)和車輛途程問題(vehicle routing problem, VRP)等。此外，Dorigo and Gambardella(1997)針對AS作了三處改良，包括加入轉換規則(transition rule)、改變費洛蒙路徑更新方法及增加局部更新法(local updating)，而發展出功能更強且更為常用之螞蟻族群系統(Ant colony system, ACS)演算法。Stutzle and Hoos(1997)針對AS也作了四處改良，包括：只允許表現最佳的螞蟻可以留下費洛蒙、加上路段的費洛蒙濃度的上下限限制、所有路段起始費洛蒙濃度均設為上限值，以及加入一個路段費洛蒙濃度平滑機制(trail smoothing mechanism)，而發展出極大-極小費洛蒙螞蟻系統(Max-Min AS, MMAS)。然而，無論是AS、ACS或MMAS均統稱為螞蟻族群演算法(Ant colony optimization, ACO)。ACO的基本操作步驟如下(以TSP為例)：
步驟一：起始狀態及參數設定：包括轉換規則參數(q0)、費洛蒙起始值(τ0)、費洛蒙衰退參數(ρ)。螞蟻數量(S)、α及β值、執行期間(tmax)。一般而言，轉換規則參數(q0)值可設為0.9或0.8。可令螞蟻數量等於節點總數量(A)，即S=A。α及β值則以試誤法嘗試之，一般β值會較大。
步驟二：建構TSP路徑：將S隻螞蟻隨機放置於節點上，每隻螞蟻隨即依據當時的節點拜訪狀況，計算轉換機率，以便選擇下一個到訪節點，逐步完成一趟完整的旅程(tour)。轉換規則如下：
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J依下式轉換機率選擇之：
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步驟三：局部更新費洛蒙濃度：當每隻螞蟻每次作完選擇後，即進行「局部更新法」。局部更新係針對所有路徑，更新幅度也與目前這群螞蟻的表現及選擇結果無關。計算方式如下：
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步驟四：整體更新費洛蒙濃度：當所有螞蟻皆完成它們的旅程後，會以「整體更新法」進一步強化目前最佳路徑(T+)的費洛蒙濃度。值得注意的是，目前最佳路徑未必是目前這群螞蟻所找到的，可能是先前螞蟻的搜尋成果。計算方式如下：
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其中，
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步驟五：更新最佳路徑：令Ts為螞蟻s所完成的路徑，而Ls為其總長度。若min{ Ls }< L+，則令L+= Ls、T+= Ts。更新迭代次數：t=t+1。
步驟六：測試停止條件：ACO的停止條件一般設定為迭代次數到達上限(tmax)時停止，即t≧tmax。此時，T+為目前的最佳路徑，L+為其總長度。否則，回到步驟二。

ACO之關鍵核心在於利用螞蟻留下費洛蒙的正回饋機制(positive feedback)，將不錯的可行解加以強化記憶，形成不同螞蟻間之一種合作與溝通機制。另一方面，也模擬費洛蒙濃度會隨時間遞減的特質，即所謂的負回饋機制(negative feedback)，以避免這些不錯的解(但不是最佳解)太過左右後面螞蟻的行為，而陷於提早收斂(即停滯現象)。而透過α、β兩參數值之設定，更可以平衡ACO在依循費洛蒙濃度或最短距離間之尋優取捨。若令α=0則螞蟻將會選擇距離最近的鄰近節點作為下一個拜訪節點，則ACO成為貪心解法(greedy heuristic, GH)。若β=0則螞蟻選擇下一個拜訪節點時，完全不考慮其間距離長短，而完全以隨機尋找方式進行，故ACO變成隨機尋優法(random search, RS)。可見GH及RS啟發式解法均屬於ACO的一種特例。當然，一般都設定α、β為一不為零的數值。
肆、多樣化與強化策略之運用
上述第二及第三節分別介紹5種常用的單點尋優法及5種多點尋優法，各演算法均各自有其尋優利基，且廣泛地被應用於許多領域。雖然，各方法之尋優理念不盡相同，但基本上各方法在尋優過程中均隱含強化(探究)及多樣化(探索)策略。過度重視強化策略，將導致落入局部解的問題，而過度運用多樣化策略則尋優效果如同隨機尋優一樣，無法收斂。因此，演算法之求解績效端視其在強化及多樣化兩項策略之平衡運用情況。各方法運用多樣化及強化策略之機制彙整如表1所示。分述如下：
表1　各種巨集演算法運用強化及多樣化策略之機制
	方法
	強化策略
	多樣化策略
	相對重要性

	模擬退火法(SA)
	冷卻時程
	接受法則
	動態調整

	門檻值接受法(TA)
	門檻值降低機制
	接受門檻值
	動態調整

	大洪水法(GDA)
	水位降低機制
	水位
	動態調整

	禁忌搜尋法(TS)
	菁英名單
	禁忌名單
	固定不變

	變動鄰域搜尋法(VNS)
	鄰域搜尋法
	震動階段
	固定不變

	遺傳演算法(GA)
	複製、交配
	突變
	固定不變

	遺傳規劃法(GP)
	複製、交配
	突變
	固定不變

	微分演化法(DE)
	複製、交配
	突變
	固定不變或動態調整

	粒子群尋優法(PSO)
	慣性參數
	向最佳解移動機制
	固定不變或動態調整

	螞蟻演算法(ACO)
	費洛蒙濃度
	揮發機制
	固定不變


SA係利用波茲曼函數所計算之機率值，作為新解之接受法則。因此，在尋優初期温度較高時，接受機率較高，可接受表現較差之新解，達到廣泛搜尋可行解空間之目的，發揮多樣化策略功能。但在尋優過程中，因冷卻時程之設計，温度會逐漸降低，也因而降低接受機率，使得尋優範圍逐漸縮小而收斂，發揮強化策略功能。兩種策略在尋優過程中，其相對重要性會動態調整(即多樣性策略遞減，強化策略遞增)。TA及GDA基本上是確定性之SA方法，故其概念類似。TS係將最近幾次尋優動作列入禁忌名單中，禁止重覆搜尋，以發揮多樣化策略功能。而長期記憶名單中之菁英名單，則用以引導尋優方向向較佳空間搜尋，故屬於強化策略。由於大部分的TS並不會在尋優過程中，動態調整禁忌或菁英名單之長度，故強化及多樣化相對重要性為固定不變。至於VNS在變動鄰域空間(震動階段)時，即發揮多樣化策略。而在各鄰域空間上利用鄰域搜尋法進行最佳解之搜尋，則屬強化策略。而各鄰域之變動方式，或以循序方式或隨機方式加以選取，並不會隨著尋優過程而改變，故屬於固定不變者。
GA、GP及DE之概念類似，其複製及交配法則係用以強化現有族群之特性，使表現較好的強者得以產生更多子代。至於突變法則則旨在將部分基因或變數值予以干擾，以避免落入局部解。交配率及突變率大多設為固定值，故強化及多樣化之相對重要性亦屬固定。PSO則以慣性參數代表現有速度(方向)之持續尋優之強度，屬於強化策略。而自我及社會認知之最佳解，則引導粒子向較佳之空間進行搜尋。至於強化及多樣化策略之相對重要性，則視慣性參數係設為固定或是會隨尋優過程自動調整而定。ACO則係讓表現較佳的螞蟻可以在它行經路徑上，增加較多費洛蒙，以導引尾隨螞蟻持續強化此一路徑，而獲得收斂解。另一方面，ACO也讓螞蟻可以選擇較短路段，此為多樣化策略。此兩種策略可透過α、β兩參數值之設定，產生不同效果。不過，由於一般此兩參數值，在尋優過程中，並不會變動，故強化及多樣化策略之相對重要性也為固定不變。
由表1中，強化與多樣化策略之相對重要性會動態調整者，一般都是尋優初期以多樣化策略為優先，以強調可行解空間之廣泛搜尋。而尋優後期則改以強化策略優先，以精化現有解，並確保演算法之收斂。惟尋優初期與後期甚難劃分，常發生尋優初期之多樣化不夠徹底，而未能尋得最佳解。有鑑於此，部分研究乃利用所謂重加温(reheating)或重開始(restarted)機制，使尋優階段再回到多樣化策略，以重新進行空間搜尋。例如，SA在尋優中後期時，可突然提高其温度，即Tk=Tk+ΔT以活化其尋優空間。GA則在尋優中後期時，保留部分表現較佳之染色體，其餘則重新隨機產生，以提高基因組成（gene pool）之多樣性。
伍、適用領域與應用限制

上述每一種巨集演算法均具有相當強大之尋優功能，吸引無數學者投入研發，並加以應用，由於其適用領域甚廣，故又稱為「通用演算法」。當然，值得強調的是，巨集演算法是一種求解方法，旨在求解一個最佳化問題，故其運用時機有二：
一、最佳化問題可以利用數學定式予以模化，但問題本身具有相當複雜度，正解法無法於有限時間內求解者。而無法於有限時間內求得最佳解之問題包括NP-hard及NP-complete問題。例如，旅行銷售員問題(traveling salesman problem, TSP)、車輛途程問題(vehicle routing problem, VRP)、區位中心問題(P-median)等。依據作者本身之研究經驗，曾運用巨集演算法求解此類問題。例如，Chiou and Lan (2001)、Chiou and Chou(2009)及Chiou et al. (2007)利用GA、ACO，以及hybrid GA+ACO求解P-median問題。邱裕鈞等人(2003)利用ACO求解VRP問題。Chiou and Lai (2008)利用GA求解多目標救災路線規劃與交通管制之問題。
二、最佳化問題未能明確地以數學定式予以表達者。依據作者本身之研究經驗，也曾運用巨集演算法求解此類問題。例如，Chiou and Lan (2005)利用GA進行模糊邏輯規則(fuzzy logic rule)及隸屬函數(membership function)之最佳化學習，俾建構一具有自我學習功能的專家系統。此類問題很難以數學定式加以模化。
基此，巨集演算法可應用於求解包括區位選擇(location selection)、路線排程(routing)、人員及車輛排班(scheduling)、樣本分群(clustering)、預測(prediction)、資源配置(resource allocation)、投資計畫選擇(project selection)、決策支援系統(decision support system)，以及專家系統(expert system)等複雜問題。而這些問題在國防管理之相關研究上，均扮演相當重要角色。例如，區位選擇問題、路線排程，以及人員及車輛排班等模式可用於模化國軍後勤支援系統之規劃，包括物資調派中心之設置區位、補給路線規劃，以及各運送物資人員及車輛之排班等。而此一複雜問題，當然可利用巨集演算法加以求解。另外，在國防救災決策支援系統之規劃上，也可先利用預測模式進行各種災害潛勢預測，再依據其預測結果，進行救災路線與資源規劃。另外，在國防經費配置上，也可以用資源配置模式予以模化，以求在有限經費下，達到最大國防功能之目標。上述這些問題模化後，均再利用巨集演算法加以求解。
當然，若原問題經模化後屬於相對簡單之問題，例如，線性規劃問題(決策變數為連續變數，目標式及限制式均為線性)，則利用單形法即可有效予以求解，則巨集演算法較不適用。
另外，巨集演算法也具有相當程度之應用限制。其中，最重要的是，巨集演算法也無法保證能求得最佳解。而且，大多數的巨集演算法均具有相當多的參數，必須主觀予以設定。不同參數設定值，將影響尋優績效甚鉅。例如，GA在遺傳三大法則確定後，仍有族群數、交配率、突變率等參數必須設定。雖然，相關研究會提供一些參數建議值域供參，但仍必須因應問題特性而進行調整。因此，一般建議利用以試誤法(try and error)或敏感度分析方式進行不同參數設定值之求解績效比較，據以選出較佳之參數設定值。
此外，就連續型(continuous)及離散型(discrete)問題之應用性而言，除GP較適合用於求解連續性問題，而ACO較適合用於求解離散型問題(尤其是網路問題)外，其他演算法均可同時應用於求解連續型及離散型問題。不過，雖然ACO較適合求解離散問題(尤其是組合最佳化問題），但Socha and Dorigo (2008)提出可用於求解連續型問題的ACOR演算法，只是在操作上較傳統ACO略為繁複。
最後，在巨集演算法尋優績效之衡量，一般以三個指標為主：求解效度(effectiveness)、求解效率(efficiency)及求解穩健度(robustness)。其中，求解效度係指求解所得之目標值最小，則效度愈高(以最小化問題為例)。求解效率則一般可用演算法計算複雜度(computational complexity, Big O notation)、可行解搜尋次數，以及CPU執行時間為衡量基礎。當然，最好是以計算複雜度作為比較基礎，例如，O (log n) (計算複雜度隨著問題規模n呈對數成長)就比O(exp n) (計算複雜度隨著問題規模n呈指數成長)之求解效率高。其次，則以搜尋可行解次數之多寡，作為比較基礎。因此，每次計算可行解所花費的時間可能差異不大。最不得已，則可以利用CPU執行時間長短作為衡量基礎。不過，CPU執行時間長短，不僅受演算法複雜度影響，也受電腦計算能力及程式編篡能力影響，相對較不客觀。至於穩健性即代表演算法在不同環境下求解同一類型問題，均可獲致一致之求解效度與效率。
陸、結論與建議

本文旨在簡介常用的10種巨集演算法（包括模擬退火法、門檻值接受法、大洪水法、禁忌搜尋法、變動鄰域搜尋法、遺傳演算法、遺傳規劃法、微分演化法、粒子群尋優法，以及螞蟻演算法等）之尋優特性及基本操作步驟，並進一步針對各演算法之特性予以比較分析，希望能提供讀者在選擇、運用、改良，甚至創新巨集演算法之參考。當然，本文囿於篇幅，無法針對各演算法之內涵與操作細節，作深入之探討，建議有興趣之讀者可參閱馮正民和邱裕鈞(2004)。當然，各演算法之發展可謂一日千里，讀者除了解其基本概念外，在進行相關研究時，仍應深入回顧相關文獻，以掌握最新之發展。當然，巨集演算法的另一項重要的特性就是「彈性」。此一彈性可使巨集演算法很容易與其他求解方法加以混合(hybridizing)，進行問題之求解。因此，巨集演算法之未來發展趨勢不外乎兩大方向：第一是改良原演算法之求解績效，以提高求解績效（例如，由AS改良後之ACO及MMAS）或擴大應用範圍（例如，可求解連續問題的ACOR）。第二是進行不同演算法間之混合運用，例如，SA+GP、GA+Column generation、GA+ACO……等。
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