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摘　　要
近年來類神經網路已廣泛應用在時間數列預測問題上，實證的結果也指出類神經網路為一具有潛力的預測工具。本文旨在闡述類神經網路於時間數列預測課題上的發展趨勢，相關課題按其流程特性分成五個子課題：模式選擇、資料轉換與編輯、樣本選取、輸入變數、網路結構。我們重點式闡述每個課題的工作內容以及類神經網路在各個子課題上的發展現況，文末提供各子課題的未來發展方向以為參考。
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Abstract

Artificial Neural Networks have been successfully applied on time series forecasting problems in recent years. This paper aims to addrss the issues of applying Artificial Neural Networks on time series forecasting problems and introduce its current trend in the literature. We first divide the forecasting task into five sub-tasks including model selection, data transformation and editing, instance selection, input selection and network structures. Then the content of each sub-task is briefed, and the recent development of each sub-task is provided correspondingly. Future topics of each sub-task are also rendered.
Keywords: Artificial Neural Networks, Forecasting, Time Series Model.
Relevance to National Defense: Logistics is one of vital pillars for supporting daily operations in the military. Utilizing limited resources and budgets to supply multiple military items is a difficult job. As a result, forecasting the demand of multiple military items with high accuracy becomes extremely important. Once the future demand can be estimated accuartely, the decision of ordering and producing can be made given current inventories and lead time so that the budget can be used effectively and the inventory cost can be reduced correspondingly. We address the trend of Artificial Neural Networks on time series forecasting, which can be a potential tool for military items forecasting. The analysis in this paper can be used as the base for practical applications and future research.
壹、序　論
針對一預測問題通常可以從兩個不同的資料屬性著手思考，一為時間序列構面(time series dimension)，另一則為橫斷面構面(cross-section dimension)。時間序列資料主要針對一特定觀察目標，持續且不間斷的收集資料長達一時間區段，例如過去兩年股票市場單一個股的每日交易價格、過去十年公司特定產品的每季銷售量。橫斷面資料主要則是在一固定的時間點收集一特定觀察目標以及其相關的影響因素以進行因果關係之分析，例如人們對於家戶車輛持有數的傾向以及旅客選擇搭乘高速鐵路的意願。時間序列的研究主要找尋觀察目標當期與其延滯變數(lag variable)間的關係，亦即
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。相對的，橫斷面之研究主要找尋觀察目標與其外生解釋變數間的關係，亦即
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時間數列模式就所使用數列個數可更進一步分成單變量時間數列模式(univeriate time series model)以及多變量時間數列模式(multivariate time series model)。就分析維度方面可分成時間領域(time domain)以及光譜領域(spectral domain)。本文著重在單一時間序列模式於時間維度上之介紹。文獻上常見之模式有移動平均法、指數平滑法以及ARIMA(Autoregressive Integrated Moving Average)時間數列模式。類神經網路則在近年來也被廣泛應用在時間數列資料的建模與應用上。著眼於此，本文旨在回顧類神經網路於時間序列資料上之應用及其相關課題之解析，並提供未來的發展方向。
類神經網路為一組合名詞，包含針對不同問題特性所發展出的網路結構與學習法則，主要可分為監督式學習與非監督式學習兩類。兩類學習法則的主要差別在於有無應變數的使用，無監督式學習主要應用在分類課題；監督式學習則在預測、系統辨識與機器學習上有較廣泛的應用。
文獻上有關類神經網路的其他應用遍及不同的領域，如公司破產識別(Perez, 2006)、匯率預測(Huang et al., 2004)、土木工程(Adeli, 2001)、再生能源(Kalogirou, 2001)、商業領域(Wong et al., 2000；Smith and Gupta, 2000)、財務領域(Wong and Selvi, 1998)、一般預測領域(Zhang  et al., 1998)以及運輸領域(Dougherty, 1995)等。大致上這些回顧的文獻都認為類神經網路是一個很有潛力的應用工具。
類神經網路針對預測課題在文獻上最常使用之網路結構為多層感知機(Multi-layer Perceptron)，其運作原理係模仿人類大腦中樞神經訊號的運作機制。這樣的一個由大腦運作機制所啟發的方法已被證實可以用來逼近任何形式的函數。圖1為傳統多層感知機之三層式結構；輸入層單純接受外在刺激源(例如聲音、數據等)，隱藏層首先透過權重系統(虛線)加總所有輸入資訊並進行非線性轉換(f)，輸出層則將隱藏層神經元的資訊透過另一組權重系統再次加總並轉換成適當的輸出。圖1中Bias項的主要作用為調整輸入變數與權重相乘加總後的效果(affine transformation)，可視為一門檻值；其輸入值固定為1。權重系統的估計是關鍵課題，最常使用的方法為倒傳遞網路演算法(Backpropagation algorithm)，該演算法計算網路估計值(輸出)與實際值之間的差距，再將此差距資訊由輸出層往輸入層逐層回饋並更新權重值直至達成收斂條件。有關多層感知機的詳細算式與演算流程可參考Haykin (1999)。
在模式基本應用技巧上，必須決定每一層神經元的個數以及非線性轉換函數的形式。由於輸入層以及輸出層神經元乃屬問題導向，文獻上有關網路拓墣最常探討的構面為隱藏層神經元個數；常見的方法大致上可分為試誤法、啟發法以及全域搜尋法。其他相關模式驗證上的課題，例如過度配適、最終模式之決定(通常有多個候選模式)、績效比較、局部最佳解等課題，文獻上也已多所討論，請參考(Kaastra and Boyd, 1996; Zhang  et al., 1998; Walczak and Cerpa, 1999; Hippert et al., 2001; Remus and O’Connor, 2001)。
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圖1　多層感知機基本結構
貳、預測課題解析

預測課題可以從幾個重要的構面來解析，分別為模式選擇、資料轉換與編輯、樣本選取、輸入變數選擇、網路結構、績效指標設計。

模式選擇主要在於探討如何針對問題與資料特性選擇一個適當的預測模式。建模者首先定義資料數列的基本特性，同時構建多個預測候選模式並評估預測績效。之後透過類神經網路建立另一個選擇模式來發掘資料特性與最佳候選模式間的關係。透過此選擇模式，未來即可針對特定資料特性的數列挑選適當之模式(群)。

資料轉換與編輯主要討論在進行模式構建之前是否有必要先對資料做前處理的動作。若有，構建模式時使用處理過後的資料以取代原始資料，待模式構建完畢再轉換成原本的資料格式。此課題之目的在於讓資料符合模式假設並考量極端值與遺失值之影響。

樣本選取著墨在該如何從龐大資料庫中挑選出具代表性的樣本；或者該如何針對各樣本給予不同的權重以顯示不同樣本間的差異；甚或先對樣本進行分群後再構建各群之預測模式。選取適當的樣本來學習網路將可以消除資料中噪音的影響，挖掘出資料中所隱藏的真正資訊。

輸入變數選擇則探究該如何從已收集的解釋變數集合中選擇具顯著影響力的變數。一般來說時間數列模式大多以延滯變數為基礎來進行變數篩選。加入其他外生變數(exogenous variable)以增加模式配適度的做法也很常見。然過多輸入變數除了增加模式構建成本之外，也相對的使樣本數的需求增加，但對預測績效之改善卻未必能有效提升。過度簡化的輸入變數組合則未必有效解釋觀察的現象，有遺失重要解釋變數之疑慮。

網路結構主要探討該如何重新設計或改善既有模式結構，目的在於使網路能正確或更有效率的學習到資料特性。諸如動態網路結構或其他類型網路結構應用與開發等皆屬此一範疇。健全的模式結構將有助於確認資料產生流程(data generating process)。

績效指標設計則追求一個可以用來公平衡量不同數值大小的數列以及能對稱懲罰高估與低估預測值的公式。傳統的RMSE (Root Mean Square Errors)無法同時比較多資料數列的績效，而MAPE (Mean Absolute Percenatge Errors)則非一對稱的誤差衡量指標。該如何使用適當的績效指標將使得模式輸出結果進行判斷時更加客觀與公正。此外，進一步考量模式複雜度而發展出來的AIC (Akaike's Information Criterion)與BIC (Bayesian Informtion Criterion)也為常見的評斷指標；Qi and Zhang (2001)從實證研究的角度提供了使用AIC、BIC及其變形作為類神經網路模式選擇時的相關討論，非常具有參考價值。

上述子課題，除了績效指標設計與類神經網路較無相關之外，其餘課題在文獻上皆可發現類神經網路的足跡，以下我們將介紹這些子課題的發展現況。
參、類神經網路在預測課題上之發展

本節將介紹類神經網路模式在前節所介紹預測子課題中的發展趨勢。後續章節內容除特定說明外，所使用的網路模式皆為多層感知機。
一、模式選擇

類神經網路除了可以作為預測工具外，也可以用來找尋多個預測模式績效與資料數列特性間的關係。模式選擇的好處在於可以從多個候選模式中選擇出最適合研究資料類型的預測模式。一般作法為同時構建多個不同類型的預測模式，透過比較預測績效來決定最適模式。此種作法屬於事後比較，無法在模式構建初始就選定最適模式(集合)。因此有學者嘗試發掘資料屬性與預測模式績效間的關係；在此應用中輸入層載入資料屬性(諸如平均值、標準差、偏態與峰態等)，輸出層則為已知表現最佳的模式代碼。

Chu and Widjaja (1994)提出透過資料原始數列、一階差分數列以及二階差分數列的自我相關係數可以區別出六大類資料屬性：平穩資料、線性趨勢、非線性趨勢、季節性、季節性與線性趨勢、季節性與非線性趨勢。據此，可以從六個候選平滑模式之中選擇出對應的預測模式。Sohl and Venkatachalam (1995)另定義六大類資料屬性(樣本數、資料間隔、資料類別、基本趨勢、近期趨勢、變化性)，並嘗試從九種預測方法中選擇出適當的模式類型。Venkatachalam and Sohl (1999)更進一步將模式選擇流程拆解為兩部份。第一部分先選擇模式的類別，之後在該類別中更進ㄧ步選擇適當之預測模式。Prud
[image: image4.wmf]e

ˆ

ncio and Ludermir (2004)也使用類似概念，測試類神經網路與機器學習模式是否適合當成模式選擇學習器，並從兩種預測方法中選擇適合之模式。此課題的研究仍屬初始階段，雖然研究結果顯現類神經網路在此課題上具有潛力，然大多屬於小規模的局部比較，而選用來進行模式挑選的方法也多為多層感知機。

二、資料轉換與編輯

統計方法通常都有模式假設，在符合相關假設的前提下，使用這些模式才能求得不偏且有效的估計值，甚或才可使用後續的統計推論與預測。此外當資料有離群值(或遺失值)時，修正或插補(imputation)這些資料點對於模式的估計以及後續的預測都有所幫助。類神經網路並不依賴如統計模式般的假設，其資料的容錯性也較佳，理論上並不需要有轉換或修正的必要。然多數實證研究上發現透過適當的資料轉換與修正，對於類神經網路的預測績效會有所幫助。

Nelson et al. (1999)曾對類神經網路是否能有效處理季節性資料做出討論。他們發現當資料長度不足時，考量過度配適(overfitting)的疑慮並無法設計大規模之網路結構，導致無法有效逼近所求的函數形式。在此情形下，先對具季節性資料作去季節化之處理將有利於模式預測績效。Zhang and Qi (2005)針對文獻上使用類神經網路模式配適具時間趨勢以及季節性資料時是否需採用資料轉換進行探討。他們測試了去趨勢(detrend)、去季節性(deseasonal)以及上述兩策略之綜合，並與單純使用原始資料做比較。結果發現類神經網路無法有效配適具有時間趨勢以及季節性的資料，資料前處理為使用類神經網路之必要步驟。Qi and Zhang (2008)更進一步針對具有趨勢特性(線性、非線性、確定型、隨機型、非持續性)的時間數列資料進行轉換，分別測試四種策略(原始數列、加入時間變數、去除趨勢、差分)的效果。結果發現差分策略除了在線性趨勢資料中遜於去除趨勢策略，在其他資料特性中差分策略都顯示出較佳的預測績效。該文作者認為現實資料很難只有單純的線性趨勢，因此建議在進行類神經網路模式構建前都應將原始資料做差分處理。

至於資料修正與插補是針對極端值以及遺失值常見的兩種補救方法；在時間數列模式中極端值可能會造成模式預測精準度下降，忽略遺失值則可能會導致模式無法進行學習或估計。Chen et al. (2001)在合成模式的結構下探討遺失資料對於自我迴歸整合移動平均模式(AutoRegressive Integrated Moving Average, ARIMA)以及類神經網路的影響。結果發現類神經網路模式對於遺失資料的情形較為不敏感，績效影響較小，容錯性較高。Zhong et al. (2004)評估因素方法及其變形、ARIMA、基因演算法為基底之時序延滯神經網路(Time Delay Neural Networks)以及迴歸模式對於單位小時車流遺失資料進行插補的效益。該研究發現若先針對偵測器放置地點作分類，針對不同地理特性之時間序列資料作遺失點資料插補，基因演算法為底的迴歸模式可獲得最佳的績效。van Lint et al. (2005)在其所構建的旅行時間預測模式中測試四種資料插補方法(常數、空間為基礎之內插法、時間為基礎之指數平滑法、上述兩方法之較小值)，結果發現遞迴式神經網路(Recurrent Neural Network)是一個很健全的模式，縱使只利用簡單的插補方法，在隨機遺失資料的情境下，除常數插補方式之外其餘三種方式都能讓網路得到跟無遺失資料時相近的預測績效。Liu et al. (2008)應用找尋K個鄰近樣本的概念設計插補假日遺失資料的模式。結果發現所提出之模式在不同假日類型、不同資料收集地點所得到的績效結果都很類似，顯示出模式績效的一致性。

在其他資料前處理的技巧探討上，Crone et al. (2006)發現建模前的資料前處理對於預測績效的改善有正面的助益。他們的前處理程序涵蓋兩課題，其一為資料縮減(data reduction)，諸如輸入變數篩選與樣本選取(本節另段討論此兩議題)；另ㄧ為資料投影(data projection)，諸如標準化、離散化與編碼方式。其中一個重要的細部發現為若資料前處理方法能被適切應用，其效益比選擇最適的預測方法來得好。另ㄧ個資料前處理方式則是在模式構建前利用過濾器去除掉資料中噪音之影響。Lu et al. (2009)利用獨立元素分析法(independent component analysis)先將原始資料變數中的噪音去除，利用過濾後的資料來進行預測模式之構建。

三、樣本選取

自從電腦儲存空間成本變低與商業應用軟體普及化之後，無論私有或公有公司對於自家營運及銷售資料的獲得都變得更加方便。先前由於資料樣本取得的限制，致始多數研究都假設使用所有可得樣本的情形也出現變化(以獲得較佳之統計特性)。就某些高頻率(high fequency)資料，諸如15分鐘車流量、單位小時用電量等，透過儲存軟體自動擷取、紀錄相關資料，其資料量累積速度相對來說非常快。現今針對資料量大的課題，該如何有效使用樣本以提升預測績效並減低構建與維護模式之成本變成一重要之課題。文獻上之研究結果顯示出透過有效的篩選或分類樣本對於模式預測績效都有改善的效果。

第一類樣本選擇的方法主要從所有的資料中選出特定比率的樣本數來進行訓練。流程首先比較所欲預測樣本以及所有訓練樣本的輸入變數集合的差異，藉此資訊可以排序所有的學習樣本與預測樣本間的相似性，之後再據此選出某一比率的相似樣本來進行網路訓練。Shimodaira (1996)介紹了兩種有別以往使用所有資料的樣本選取方法，分別為移動時窗資料學習法以及相似樣本選取法。此外也進ㄧ步提出一個以自我相關係數為權重的相似樣本選取法則。該研究發現當資料並非平滑或不具週期性時，所提出的法則可以改善預測績效。讀者若對樣本選取技術有興趣，可以進一步參閱Liu and Motoda (2001)。

另ㄧ派樣本選擇的概念則認為每一樣本對於網路學習都具有貢獻(長期與短期效果)，只是隨著時間演進有遞遠遞減的效果。此一概念在類神經網路的學習過程中可透過誤差函數項的設定來加以實現，稱之為折扣式最小平方法(Discounted Least Squares, DLS)。Refenes et al. (1997)在一個實證研究中發現當資料呈現弱平穩特性時，DLS學習法則比傳統倒傳遞網路學習法可以獲得較佳的預測績效。Chen and Dai (2005)改良循環式倒傳遞神經網路(Circular Back-propagation Neural Network)使網路結構涵蓋高階輸入變數，發現以DLS法則來訓練網路可以獲得績效改善。
還有ㄧ類更普遍的方法則是利用分類理論來對所有資料先進行分群，之後再針對各群進行網路訓練。此作法的優點在於可以有效降低資料的噪音；缺點則在於構建多個模式所帶來的高建模成本。相關文獻請參考門檻法(Wang et al., 2006a)、模糊分類理論(Wang et al., 2006a)、基因演算法(Kim, 2006)、自組織映射法(Thomassey and Happiette, 2007; Chtourou et al., 2008)在類神經網路處理時間序列預測問題上的應用。至於分類理論中常用的距離衡量規則以及樣本分類概念則可以參閱Wilson and Martinez (2000)以及Liu and Motoda (2002)所做的回顧。
四、輸入變數

輸入變數選擇為文獻上一個重要且熱門之課題，眾多研究不斷地嘗試找尋最佳的輸入變數組合以重現研究課題的資料產生流程。如果輸入變數選用過少或是不適當的輸入變數組合，則模式校估後產生的估計值和實際值之間將產生較大落差。然選用過多的輸入變數則導致網路學習速度慢、過度學習以及資料處理成本變高等缺點。從另一個角度來觀察，預測誤差可被拆解成Bias誤差(模式識別所造成)以及Variance誤差(隨機樣本所造成)，而此兩誤差間具有績效改進的替代效果。因此該如何選擇一組輸入變數組合以極小化預測誤差是輸入變數選擇主要的探討課題。

在類神經網路於時間數列預測問題上，第一類的選擇方法以試誤的概念為基礎，比較加入某一個(或一組)特定變數後績效的改變幅度。若績效指標變化幅度大，則上述加入的變數就屬重要變數；同樣概念也可應用在刪去變數的作法上。類似概念可參考彈性測試(Dougherty and Cobbett, 1997)以及逐步迴歸(Balkin and Ord, 2000)。

第二類方法主要透過指標的計算(甚或統計檢定)來獲取輸入變數選擇的參考依據。文獻上曾使用的方法有自我相關係數與偏自我相關係數 (Zhang, 2000)、整數局部變形法(Drezga and Rahman, 1998)、變數資訊量(Thawornwong and Enke, 2004)與灰相關係數(Huang et al., 2002)等。

第三類方法則應用其他模式所得之結果，例如先構建迴歸或ARIMA模式，再應用其輸入變數集合於類神經網路中。相關研究諸如Wang and Leu (1996)應用ARIMA模式之結果於遞迴式神經網路之建構；Hansen and Nelson (2003)應用季節性ARIMA模式之輸入變數組合於多層感知機、遞迴式神經網路以及半徑式神經網路(Radial Basis Neural Network)。Ishak and Alecsandru (2004)利用主成份分析先篩選重要變數以作為神經網路的輸入神經元。Piramuthu et al. (1998)則提出從既有變數透過諸如聯集與交集等操作來創造新輸入變數的概念。

第四類方法主要是整合基因演算法於類神經網路之中，作為變數篩選之工具。首先由基因演算法隨機選擇一變數組合當成母體，計算配適函數以及設定網路演化機制(交配、突變)以產生後代，透過逐代演化過程最終可求得最適之變數組合。相關文獻可參考Zhong et al. (2005)、Vlahogianni et al. (2007)以及Ali (2008)。

第五類方法則透過修改神經網路的結構與演算法來達成輸入變數選擇以及簡化的目的，常見的技巧包括網路修剪(Cibas et al., 1996)以及於誤差函數中加入一結構調整項(Cibas et al., 1996)。Tsai et al. (2005)則提出一個輸入遞迴神經網路(Input Recurrent Neural Network)，以特殊的網路結構設計來簡化延滯變數的使用。

至於該使用何種方法來篩選輸入變數則必須同時考量研究問題所要求的效果與效率。選擇基因演算法來搜尋變數，雖可獲得一最佳組合但計算成本卻很高，不利即時學習與應用；反之，計算指標以獲得選取變數之參考資訊雖不能保證獲得最佳之變數組合，然計算成本相對來說較低。因此，研究者該如何選擇輸入變數，應考量實務的需求以及模式預測績效是為恰當。
五、網路結構

在時間數列預測課題上，類神經網路的使用基本上以多層感知機為主，大部分的網路結構改進嘗試也都以此架構為基礎進行討論。當然也有文章從另ㄧ完全不同網路結構的角度來進行應用與開發，最終目的都在於提升模式的預測績效。

針對以多層感知機為基礎的模式結構演變來看，我們將這一部分的主要創新歸納成四個不同的概念：延滯線(Tapped-delay line)的使用、回饋結構、網路連結方式以及神經元運作方式。延滯線主要概念在於將一特定變數由靜態轉變為動態，由單一特定時間轉換為連續多期的時間序列。回饋則強調網路的學習軌跡也存在一特定的分佈型態，透過學習網路的學習軌跡將可協助確認資料的真實分佈型態。網路連結方式則屬於較彈性的一個概念，主要是追隨建模邏輯的改變而產生。網路連結方式的改變目的在於使網路的運作流程可以根據研究問題的特性做修改，以提升網路學習的效果與效率。神經元運作方式則強調不同於傳統功能的神經元結構，這些新概念神經元的功能大致上為加強現有輸入變數的解釋能力，目的在於提升網路的學習效果。上述四種結構創新的概念並不互相衝突，可於同一問題中同時使用。

首先延滯線的概念最常被使用於輸入層中產生多期延滯變數，形成時間序列預測中常見的時序延滯神經網路(Zhong et al., 2004)。

若將回饋的概念使用在隱藏層回饋至輸入層則為Elma型回饋式神經網路(Ishak et al., 2003)；若將回饋的概念使用在輸出層回饋至輸入層則為Jordan型回饋式神經網路(Yasdi, 1999)。若同時在輸入層使用延滯線以及回饋隱藏層神經元運作資訊至輸入層，則產生時序延滯回饋型神經網路(Kim, 1998)。上述回饋的概念發生在層與層之間，相同概念也可以應用於單一層之內(Tsoi and Back, 1994)。若輸入層使用無限脈衝回應(Infinite Impulse Response)取代連結權重，則形成IIR神經網路(Barbounis et al., 2006)；使用隱藏層輸出結果與延滯線則形成局部激發回饋型神經網路(Barbounis et al., 2006；Kodogiannis and Anagnostakis, 2002)。

網路連結方式的改變主要為適應研究問題之特性。例如進行多期預測時常會使用到下ㄧ期的預測值當成輸入變數以預測下兩期的輸出，為此，Huang et al. (2002)提出模組式神經網路(Modular Neural Network)的概念。相似的概念但應用下ㄧ期外生變數預測值來估計下ㄧ期的內生變數則形成瀑布式神經網路(Cascade Neural Network)(Alfuhaid et al., 1997)。研究課題若參雜時間以及空間交互關係時，時空類神經網路(Spatiotemporal Neural Network)先分別處理時間以及空間因子，再加以整合的概念也為一個很好的候選模式。Tsai et al. (2009)針對不同時間單位特性(每日以及月份)的變數，利用時空類神經網路的邏輯構建出多時單位神經網路(Multiple Temporal Units Neural Network)以及平行分工神經網路(Parallel Ensemble Neural Network)。

至於不同於傳統的神經元運作方式可以參酌Chen and Dai (2005)在輸入層加入一個新型神經元，該神經元加權整合所有輸入變數的平方項以增加輸入層解釋資料變異的能力。Ghazali et al. (2008)則利用輸入變數交叉相乘項的概念引入高階(high order)的輸入變數。藉由這些高階變數的使用，期望使網路學習的困難度降低，樣本差異更容易辨識，進而提升預測績效。

其他非以多層感知機為基礎的神經網路結構多半以統計、機率、分類等理論為基礎所啟發而成。時間序列預測中其他適合的候選網路結構還有半徑式神經網路(Kodogiannis and Anagnostakis, 2002)、支援向量機(Support Vector Machine)(Pai and Hong, 2005)、一般迴歸神經網路(General Regression Neural Network)(Leung et al., 2000)以及反傳遞神經網路(Counter-propagation Neural Network) (Dharia and Adelim, 2003)。Ghiassi et al. (2005)提出一個新型的網路結構，主要觀念為透過累積網路已習得之資訊以及相對應的誤差項來逼近實際值。其概念類似持續性的誤差更正(error correction)直至學習誤差低於某一預設值。
肆、未來研究課題

在模式選擇課題上，類神經網路目前只單純被使用來反映預測績效與資料屬性間的關係。此外，在測試時選擇集合通常所包含的模式以及所定義的資料屬性還不夠廣泛。未來研究方向，其一可以針對資料數列屬性作更廣泛之定義，因為綜合目前研究所使用之屬性可能尚不足以反映現實資料的複雜性。可以考量Armstrong (2001)以及Wang et al. (2006b)對於時間數列資料所提供的分析構面，佐以更完整的預測方法集合來加以測試，應可提升選擇模式的精準度。此外也可進一步測試在不同的神經網路結構下選擇模式的績效表現。如果此一選擇模式可以達到特定的精準度，未來可透過此一架構篩選出最適的方法集合，省去大規模嘗試尋找最適方法所需耗費的建模成本。

在資料轉換與編輯課題上，除了更進一步測試不同的轉換與編輯技巧並觀察績效是否具一致性外，更重要的是能否歸納出資料屬性集合以及資料前處理技巧間的對應關係。若能發現規則或透過另ㄧ模式建立起對應關係，未來建模前即可根據資料特性選擇適當資料前處理技巧進行轉換與編輯。另ㄧ可行方向是測試Box-Cox等資料轉換方法對於類神經網路預測績效是否會產生顯著影響(蔡宗憲等，2008)。

在樣本選擇課題上，重點乃是不影響甚或提升預測績效的前提下，選取適當的樣本數以提升學習速度、降低建模成本。採用相似樣本選取法概念選取重要樣本時，可以探討最佳時窗長度以及該如何同時保存長期以及短期效果。或者兩個效果在資料選取上是互為衝突，必須透過兩個模式來分別擷取資料的變異，之後再將預測結果整合在一起。採用DLS概念加權近期樣本時，可以進一步探討最佳權重的設計與求取，以及DLS學習法則在其他資料情境下的表現(諸如季節性、國定假日、平均數產生階層式變化等情境)。

在類神經網路輸入變數選擇課題上， 每一種介紹的方法都有其優點與缺點，保存優點改善缺點可以作為未來研究推動的方向。試誤法觀念簡單，不過需要人為介入操作計算成本略高，此外變數選入順序也會影響最終結果。指標計算可發覺延滯變數間的關係，然通常都假設為線性，現實資料通常都為非線性。該如何設計一非線性指標以萃取出非線性關係可為一方向。整合其他模式結果雖可以獲得輸入變數的參考資訊，然A模式選用之輸入變數是否適用於B模式(尤其一為線性而另ㄧ為非線性)尚有討論空間，且此種選擇方式成本過高(除類神經網路外還需構建另ㄧ模式)。基因演算法可進行全域搜尋，實為一健全之篩選方法，然其建模成本過高，若能有效改善搜尋效率則其應用空間將更加廣泛。進行神經網路結構修改達到篩選變數的目的實為另ㄧ健全類神經網路的方向，但想法激發以及操作上較為不易。不過若能發掘出新的演算法或是網路結構並改善預測績效，對類神經網路理論將產生顯著貢獻。

在網路結構課題上，已有眾多研究探討多層感知機在不同研究議題上的應用，其預測之潛力已獲得共識。未來除繼續擴展多層感知機在其他領域上的應用，亦可朝更多元化且符合邏輯的方向進行改進。文中就多層感知機為基礎所提文獻上四個演進方向(延滯線、回饋、網路連結以及神經元)都可再做進一步延伸與整合以產生新的網路結構。甚而可評估將這些技巧應用在其他非多層感知機網路結構上的可行性。
伍、結　論

計算智慧理論已成為構建時間數列預測模式不可或缺之ㄧ環。本文探討類神經網路，尤以多層感知機為基礎，在時間數列預測上之使用趨勢。文獻收集上我們主要將各預測相關課題就功能上做一區別，再儘可能完整的論述該區別內之發展。

首先我們論及多層感知機之基本運作流程，之後預測問題被劃分成五個重要的子課題。我們論述每一子課題之工作內容並提供目前文獻上之作法。表1總結各預測子課題在類神經網路模式架構下的發展現況。之後我們也提供各子課題未來可行的研究方向，如表2所述。這些建議主要以表1的內容為基礎做延伸，執行時須建模者更進一步思考各策略在模式效果與效率要求下的可行性。
在解決實際預測問題上，通常可以從橫斷面因果模式以及時間序列方法的角度切入。而在下列情況下，筆者認為使用時間數列模式預期會比橫斷面因果模式來得恰當。首先，當資料收集區間足夠長且可以提供有意義的資料型態以供辨別時。其二，當橫斷面資料一直處於不變動的情形下，因果模式的解釋能力將非常有限，例如短期內(日、週甚或月)社會經濟變數通常為一常數。其三，當收集因果變數需耗費相當大的成本與精力時，時間序列資料的收集相對來說則經濟許多。其四，當橫斷面變數間的因果關係難以清楚界定時(例如互為內生變數)，也可以嘗試從時間序列的角度下手。

鑒於文章長度之限制，有關類神經網路探討兩種網路結構以上之課題，諸如模式比較、模式綜合以及合成模式，在此沒能再做更進一步之論述。
表1　各預測子課題之發展現況
	課題
	發展現況

	模式選擇
	多層感知機

	資料處理與編輯
	去除趨勢、去除季節性、差分、時間變數、極端值修正、遺失值插補、標準化、ㄧ般化、離散化、編碼方式、噪音過濾


	樣本選取
	移動時窗法、相似樣本選取法、折扣式最小平方法、其他分類法(k-means、自組織映射等)

	輸入變數選取
	試誤法、指標計算、整合其他模式結果、基因演算法、神經網路結構修改

	網路結構
	多層感知機(延滯線、回饋、網路連結、神經元)其他類神經網路結構(半徑式、支援向量機、一般迴歸等)


表2　各預測子課題之發展建議
	課題
	未來研究方向

	模式選擇
	1.定義更廣泛的資料屬性
2.測試更完整的候選模式集合

3.運用其他類型的類神經網路結構

	資料處理與編輯
	1.歸納資料屬性與前處理技巧之關係

2.測試資料轉換(Box-Cox)與模式績效的關係

	樣本選取
	1.考量長短期效果下的樣本選取方法

2.資料結構與樣本選取法則間的關係

	輸入變數選取
	1.非線性相關性指標

2.基因演算法效率提升

3.新型態網路結構

	網路結構
	1.整合延滯線、回饋、網路結構、神經元之效果

2.上述四策略在其他網路結構之效果


陸、國防領域之應用

後勤補給乃為支援前線作戰的一個重要支柱，國軍各單位之需求品項眾多，該如何利用有效之生產資源以及採購預算，針對小從日常雜貨必需品大至武器元件，做補給上的工作實非易事。因此針對單位或部隊內控管品項，若能根據品項消耗紀錄並佐以目前存貨水準排列出優先補給順序，則在資源有限的情形下，就能夠做出較有效率的安排。

品項消耗紀錄就可為一時間序列資料，記載特定物品過去的使用狀況以及趨勢。針對此一資料，國軍若能有效利用並發展預測模式，當未來品項之使用量即將大於存貨水準時，可根據各品項前置時間的長短來進行訂購以及生產，有效利用有限預算並降低存貨成本。

本文提供目前文獻上類神經網路於時間序列預測應用的發展趨勢，採取多維度的解析，以做為後續相關模式應用或是研究發展的參考基礎。
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